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Bu bildiride Kernel Ayirt Edici Ortak Vektor (Kernel AEOV)
yontemi olarak adlandirdigimiz yeni bir yéntem sunulmustur. ik
olarak veri uzay1 kernel fonksiyonlari kullanilarak dogrusal-
olmayan daha yiiksek boyutlu bir uzaya eslemlenmis, ve bu yeni
uzayda dogrusal Ayt Edici Ortak Vektér (AEOV) ydntemi
uygulanmgtir.  Onerilen yéntem dogrusal-olmayan uzaya
eslemlenen verilerin siniflar i¢i sagiliminin sifir altuzayidan
segilen izdiisim vektorlerini, verilerin 6znitelik vektorlerinin
elde edilmesi i¢in kullanmaktadir. Bu islem sonucunda her bir
smiftaki ornek, o smnifi temsil eden ayirt edici ortak vektori
tretmektdedir. Bu da egitim setindeki tiim &rneklerin dogru
olarak smiflandirilmasin1 saglar. Deney sonuglart Onerilen
yontemin test setindeki Ornekleri de diger dogrusal-olmayan
kernel yontemlere oranla daha dogru olarak smiflandirdigini
gostermektedir.

Abstract

In this paper we propose a novel method called the Kernel
Discriminative Common Vector (Kernel DCV) method. Firstly,
the original input space is mapped nonlinearly to a higher-
dimensional feature space through a kernel mapping. Then, the
linear Discriminative Common Vector (DCV) method is applied
in the transformed space. The proposed method employs the
projection vectors from the null space of the within-class scatter
matrix of the transformed samples for feature extraction. The
same discriminative common vector for all samples in each class
is obtained after feature extraction. Therefore, a 100%
recognition rate is always guaranteed for the training set
samples. The experiments on the test sets show that the
generalization ability of the proposed method is also superior to
other kernel approaches.

1. Giris

Oznitelik dziitleme veri tanima alanindaki en énemli konulardan
biri olmustur. Oznitelik 6ziitleme yontemleri daha ¢ok dogrusal
yontemler tizerinde yogunlasmistir. PCA [1], FLDA [2], Direct-
LDA [3] ve Ayirt Edici Ortak Vektor (AEOV) yontemleri [4]
dogrusal Oznitelik Oziitleme yontemlerinden bazilaridir. Bu
yontemlerde amag, verilerin smiflandirilmasi i¢in  6nemli
bilgileri tasiyan 6znitelikleri segmektir. Genellikle, veri uzay1 bu
yontemler kullanilarak daha kii¢iik boyutlu bir uzaya aktarilir.
Bu islemin sonucunda bir ¢ok durumda “curse of
dimensionality” olarak adlandirilan olgunun zararl etkileri
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azaltilmaktadir [1]. Bazen dogrusal oziitleme yontemleri daha
karmasik dogrusal-olmayan yontemler i¢in On-islemci olarak
kulanilmaktadir. Bununla birlikte, dogrusal &znitelik 6ziitleme
yontemleri  dogrusal-olmayan  dagilima  sahip  verilerin
smiflandirilmasinda  yetersiz ~ kalmaktadir  (6rnek  olarak
“exclusive-or” problemi). Bu sebeple Kernel yontemler olarak
adlandirilan dogrusal-olmayan yontemler oOnerilmigtir. Kernel
PCA [5], Kernel FDA [6] ve Kernel GDA [7] bu yontemlerden
bazilardur.

Bu bildiride Kernel Ayirt Edici Ortak Vektdr (Kernel
Discriminative Common Vector) olarak adlandirdigimiz ve
dogrusal Ayirt Edici Ortak Vektoér yontemini dogrusal-olmayan
uzaya eslemlenen verilere uygulayan ydntem sunulmustur.
Degistirilmis Fisher olgiitii,
|W'S W |
WS, |
kulanilarak elde edilen Oznitelik vektorlerinden olusan matris
sayesinde en biiyiik degeri olan 1 sayisina ulagir. Bu esitlikte S,

I vrrps W) = arg max , Onerilen  ybntem
w

siflar arasi sagilim matrisini, S, tiim orneklere ait toplam

sacilim matrisini ifade etmektedir. Bu nedenle onerilen yontem
Oznitelik 6ziitleme i¢in optimal izdiigiim vektorlerini bulur. Bu
da egitim setindeki tiim  Orneklerin dogru  olarak
siniflandirilmasina olanak saglar.

2. Optimal Ayirt Edici Altuzayr Kavrami

Oznitelik dziitlemede kullanilan izdiisiim vektorleri, smiflar ici
sacihm matrisi S, *nun sifir altuzayindan segilirse degistirilmis
4 WS, W |
Fisher olgiiti, J(W, ) = argmax ——2>—
' |\ WS, W |
olan 1 sayisina ulasir. Bununla beraber, smiflar i¢i sacilim
matrisi S, tekil bir matrisse (6rnek uzayr boyutu egitim

, en biiylik degeri

setindeki 6rnek sayisindan fazla ise S, matrisi teki bir matris

olacaktiry W'S W =0 ve W'S,W #0 sartlarin1 saglayan

bir ¢ok matris bulunabilir. Fakat bu matrislerin bir gogu test
setindeki Orneklerin dogru olarak siniflandirilmasinda yetersiz
kalir [8]. Bu sebeple egitim setindeki 6rnek sayisinin Srnek
uzayl boyutundan biiylik oldugu durumlarda asagida verilen
olciit kullanilmalidir [4], [9].

JW,

opt

) =argmax|W'S W|=argmax|W'S_W| (1)
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Bu o6lgiit kullanilarak sadece bir tane izdiisim vektdr matrisi
bulunur ve bu matris ayn1 zamanda degistirilmis Fisher dl¢iitiinii
en biiylik degeri olan 1 sayisina ulastirir. Bu sebeple, bu 6lgiit
kullanilarak elde edilen izdiisiim vektorleri optimal olacaktir.
Optimal izdiigiim vektorlerini bulmak icin, egitim setindeki
orneklerin siniflar i¢i sagilim matrisinin sifir altuzaymdaki
izdiisimleri bulunmalidir. Daha sonra, bu uzaya aktarilan
orneklere PCA yontemi uygulanarak optimal izdiisiim vektorleri
bulunur. Bu islem sonucunda elde edilen izdiisiim vektorleri

simflar i¢i sagilim matrisinin sifir altuzayr N(S,,) ile toplam

sagihlm matrisinin erim uzaymin R(S,) kesisim uzaymm
doguran vektor setini olustururlar [8]. Bu kesisim uzaymin
R(S,)NN(S,) erim kimesini doguran optimal izdiigim
vektorleri, dznitelik Ozilitleme igin gerekli optimal 6znitelikleri
ortaya cikardigindan, bu kesisim uzayin optimal aywt edici
altuzay olarak isimlendirdik.

Optimal ayirt edici altuzaymi doguran optimal izdiisiim
vektorlerini bulmak igin baslica iki temel yol izlenebilir. ilk
olarak egitim setindeki 6rneklerin  N(S,) uzaymdaki
izdiisimleri bulunur ve ardindan PCA uygulanirsa optimal
izdlistim vektorleri elde edilebilir. Ayt Edici Ortak Vektor
yontemi bu yolu kullanmaktadir. Diger yontemde ise, ilk olarak
egitim setindeki Orneklere PCA uygulanir ve bu islemin
ardindan, yeni uzaydaki verilerin siniflar i¢i sa¢ilim matrisinin
sifir altuzaymi doguran vektor seti bulunur. PCA+Null Space
yontemi [10] bu yolu kullanmaktadir.

3. Kernel Ayirt Edici Ortak Vektor Yontemi

Egitim setinde her biri N, 6rnek igeren C tane simf oldugunu
varsayalim. Her bir siniftaki m’nci 6rnegi d boyutlu 6rnek
uzaymnda x' ile gosterelim. Bu durumda egitim setinde toplam

C
M =% N, omek olacaktir. Kernel fonksiyonlar: kullanan

i=1
yontemlerde ilk olarak 6rnek uzayi ¢ok daha biiyiik boyutlu bir
uzaya eslemlenir. ®(x,), (X, ),..., P(x,, ), P(x/),..., P(x,.)
vektorlerinin bu uzaya eslemlenen 6rnekleri, I uzayininda daha
biiyiik boyutlu bu yeni uzay: ifade ettigini varsayalim. Bu

~

durumda 3 uzayindaki Orneklerin smiflar i¢i sagilim matrisi

(] [ ) ..
S,, » siuflar aras1 sagilim matrisi S, ve toplam sagilim matrisi

S ;.D asagidaki esitlikler kullanilarak bulunabilir:

S = £ 3 (@)~ i )@(x,) — ) o

= (@ - DG)(D - DG)’,

C
Sy = ;Ni(#f’ —u ) = ut)’
= (DU - OLY DU - DL)",

©)

S7 = 5 3@ = u* NO0L) ") “

— (@ -1, )(D-Dl,) =5 +S5°.

~

Bu esitliklerde ,uq) , 3 uzayindaki oOrneklerin ortalama deger

vektoriini, £, i’nei simfa ait ortalama deger vektoriinii ve @

ise her bir situnu J uzayma eslemlenmis egitim seti
orneklerinden olusan matrisi ifade etmektedir. Esitlik (2)’de
verilen G = diag[G,,...,G.] € R™ matrisi blok kdsegen

N;xN, . .
"M pin tiim  elemanlart

(3)’de verilen

matrisi olup her bir matris G, € R
1/N, sayisina esittir. Esitlik
U = diaglu,,...,u.] € R™ matrisi blok késegen matrisi olup
her bir vektsr u, € R"™ ’nin tiim elemanlari 1/N, sayisina
esittir. Esitlik (3)’de verilen L =[l,...,l.]€ R"™ matrisinin
siitunlarini olusturan herbir vektér /, € R*' *nin tiim elemanlar:

JN, /M sayisina esittir. 1, € R™  matrisi ise tim

elemanlar1 1/ M sayisina esit olan matristir.
Eslemlenmis 3 uzayindaki orneklerin smiflar igi sagilim

matrisi S, genellikle tekil bir matristir. Bu nedenle S,
matrisinin  sifir altuzayr N(S, ) ile S, matrisinin erim

uzayinin R(S,) kesisim uzaymi doguran birimdik vektor seti,

Oznitelik 6zilitleme igin gerekli optimal izdiisiim vektorlerinden
olusur. 3 uzayindaki optimal izdiisiim vektorlerini bulmak igin
daha onceden de belirttigimiz gibi baslica iki temel yol vardir.
Birinci yol olarak, I uzaymdaki 6rneklerin N(S, ) uzaymdaki
izdiisimleri bulunur ve ardindan PCA uygulanirsa optimal
izdiistim vektorleri elde edilebilir. Diger bir alternatif olarak da,
egitim setindeki Orneklere PCA uygulanarak bu Orneklerin
R(S}) uzayindaki izdiisiimleri bulunur ve bu islemin ardindan
yeni uzaydaki verilerin siiflar i¢i sa¢ilim matrisinin sifir
altuzaymi doguran vektdr seti bulunur. Fakat ilk anlatilan
yontemdeki algoritmalar ¢ok biiyiik boyutlu I uzayini belirtik
olarak kullandigindan, bu yolun izlenmesi miimkiin degildir. Bu
yiizden 3 uzayindaki optimal izdiigiim vektorlerini bulmak i¢in
ikinci yol izlenmelidir. Egitim setindeki orneklerin R(S,)
uzayindaki izdiisiimleri, Kernel PCA ydntemi uygulanarak
kolayca bulunabilir. Daha sonra, bu yeni uzaydaki 6rneklerin
smiflar i¢i sagilim matrisinin sifir altuzayini doguran vektor seti
kullanilarak optimal izdiigiim vektorleri bulunur. Bu vektorler
kullanilarak elde edilen 6znitelik vektorleri her siiftaki 6rnekler
icin aymidir. Bu vektorleri dogrusal Ayt Edici Vektor
yonteminde oldugu gibi ayurt edici ortak vektorler olarak
adlandirdik. Burada anlattigimiz  yontem asagidaki gibi
Ozetlenebilir:

Admm 1: Kernel PCA yontemi kullanarak egitim setindeki

orneklerin R(S;) uzayndaki izdiisiimlerini bul.
K=K-1,K—-Kl,+1,Kl, € R* = PAP" (5

Bu esitlikte A matrisi kdsegen matris olup bu matrisin her bir
kosegen elemam sifirdan farkhdir. K € R*™  matrisi ise



K=0"®d=(K"), . esitligi ile bulunabilir. Bu esitlikteki

NixN j

her bir K” € R™™"/ matrisi asagidaki esitlikle bulunabilir:

Bu durumda egitim setindeki Ornekleri R(S;) uzayma

eslemleyen matris (® —®1, )PA™"? olacaktir. Bu yeni uzaya

eslemlenen Orneklerin toplam sagilim matrisi ve smiflar arasi
sacilim matrisi asagida verildigi gibidir:

S® =(@-®1,)PA"*) S (D - D1, )PA"?

= A"?PTPAP"PAP"PA'? = A, ©
S® = (@-®1,)PA"*) S (D - D1, )PA " 0
_ A71/2PT[ZW[ZWTPA71/2.

Esitlik (7)’de verilen matris K » asagidaki esitlikle bulunabilir:
EW =K-KG-1,K+1,KG=(K-1,K)I-G). (8)

Adm 2: S o € R™ matrisinin sifir altuzaymi doguran
birimdik vektor setini bul. Bu islem 6zvektor ayristirma islemi
ile gerceklestirilebilir. S ; matrisinin sifir 6zdegerlerine karsilik
gelen 6zvektorler bu matrisin sifir altuzayini doguran birimdik
vektor setini verir. V matrisinin siitunlarinin §;’ matrisinin sifir
altuzayini doguran vektorlerden olustugunu varsayalim.

V'StV =0 ©)

Adim 3 (istege bagh): Eger V'S .V matrisinin sifir altuzay1
varsa bu altuzay ¢ikar.

VISV =V'S*V =V'AV = LAL (10)

Bu durumda oOznitelik vektorlerinin - elde edilmesi igin
kullanilacak optimal izdiisiim vektorlerinden olusan matris

W =(d-d1,)PAVL (11)

olacaktir. Optimal izdiisim vektorlerinin sayist en ¢ok C-1
olabilir. Bu matris kullanilarak elde edilen 6znitelik vektorleri
her bir smnif igin aynidir ve bu da egitim setindeki tiim 6rneklerin
dogru olarak siniflandirilmasini saglar.

5. Deney Sonuglari

Kernel Ayt Edici Ortak Vektdr yonteminin performansini
denemek icin, ORL yiiz veri tabani [11] kullanilmigtir. Bu veri
taban1 40 denege ait toplam 400 imge i¢ermektedir. Sekil 1°de
goriildiigli gibi her denege ait yiiz ifadesi ve kafa yonlenmesi

farkliliklart igeren 10 imge bulunmaktadir. Veri tabanindaki
imgelere herhangi bir dn-isleme uygulanmamistir. Her bir imge
92x112 boyutludur.

Belli amaglar i¢in kernel fonksiyonlarin nasil segilecegi hala
stiregelen bir problem olmustur. Bu ¢alismamizda 2. dereceden

kernel polinom fonksiyonu k(x,y)=(<x,y >)* ile Gaussian

k(x,y)=exp(=llx=y |’ /7)
kullanilmistir. Gaussian kernel fonksiyonunun parametresi y ,

1.06e8 olarak segilmistir. Kernel Ayirt Edici Ortak Vektor
yonteminin haricindeki tiim yontemler i¢in, tanima sirasinda 1-
en yakin komsu algoritmas: kullamlmistir. Onerilen yontem
iginse, tanima sirasinda test 6rneginin dznitelik vektorii ile ayirt
edici ortak vektorler Oklid uzaklhigi kullanilarak karsilastiriimis
ve test 0rnegi en yakin uzakligi veren smifa atanmistir. Kernel
PCA yonteminde segilen en biiyiik 6zdeger vektorlerine karsilik
gelen Ozdegerlerin toplam1 toplam enerjinin % 95’ini
olusturmaktadir [12].

kernel fonksiyonu

Sekil 1: ORL yiiz veri tabanindaki bazi deneklere ait imgeler.

Onerilen yontemin denenmesi icin her simftan rastgele
N =3,5,7 omek segilerek egitim seti olusturulmus ve geriye
kalan (10— N) Ornek test seti i¢in kullanilmigtir. Daha sonra

tanima oranlar1 bulunmustur. Bu islem 6 defa tekrarlanmis ve
tanima oranlarinin ortalamasi alinarak en son tanima oranlari
elde edilmistir. Sonuglar Tablo 1’de verilmistir. Tablo 1°de de
goriildiigi gibi tiim durumlarda en iyi tanima oranlari onerilen
yontem ile elde edilmistir. Bu da yontemin oldukga basarili
oldugunu gostermektedir.

Daha oncedende belirttigimiz gibi Kernel Ayirt Edici Ortak
Vektor yontemi ile bulunan optimal izdiisim vektorleri

WS, W =0 ve W'S,W #0 sartlari saglar ve bu vektdrler

ayni zamanda optimal aywrt edici altuzaymi doguran birimdik
vektor setini olustururlar. Bu ¢aligmada ayni1 zamanda, optimal
izdiisiim vektorlerine optimal ayirt edici altuzaymin disindan
yeni izdiisim vektorleri ekleyerek Onerilen yontemin
performansinin arttirtlip arttirilmayacagi sorusunu cevaplamaya
calistik. Bu amagla kaynak [13]’de verilen yol izlenmistir. Bu
deneyler icin egitim ve test setlerinde 5 6rnek bulunan veri

setleri kullamlmustir. Kernel PCA adiminin ardindan S, o matrisi

kullanilarak, bu matrisin sifir altuzayi ile erim uzayini doguran
birimdik vektoér seti bulunmustur. Sifir altuzaymi doguran
birimdik vektdr seti optimal izdiisim vektorleridir ve bu
vektorlerin sayist C —1=39 olarak bulunmustur. Bu vektorlere

daha sonra, S ;VD matrisinin erim uzayini doguran birimdik vektor
setinden asamali olarak yeni vektorler eklenmis ve bu



Tablo 1
Kernel Yontemleri Kullanilarak Elde Edilen Tanima Oranlari

Egitim Setindeki Smiflarin Ornek Sayisi
Kernel N=3 N=5 N=7
Y éntemleri Polinom kernel Gaussian kernel Polinom kernel | Gaussian kernel Polinom kernel Gaussian kernel
fonksiyonu fonksiyonu fonksiyonu fonksiyonu fonksiyonu fonksiyonu
Kernel PCA 86.20 86.25 93.33 93.75 96.94 97.08
Kernel FDA 90.05 89.99 96.33 96.50 97.49 98.47
Kernel GDA 87.60 91.31 94.16 96.66 96.66 98.19
Kernel AEOV 91.38 91.60 97 97.50 98.61 98.75

vektorler i¢in tanima oranlart bulunmustur. Sonuglar Sekil 2’de
gosterilmistir. Sekilde de goriildiigii lizere optimal ayirt edici
altuzay1 disindan yeni vektorlerin eklenmesi Onerilen yontemin
performansini  diiglirmistiir. Optimal izdiigim vektorlerine
optimal ayirt edici altuzayinin digindan vektorlerin eklenmesi
ayni zamanda sistemin yeni test drneklerinin siniflandirma hizin
da olumsuz etkileyecektir. Cilinkii bu yeni vektorler her siniftaki
ornekler i¢in ayn1 olan ayirt edici ortak vektorleri iretmezler. Bu
durumda yeni bir test 6rnegini siniflandirmak igin, test 6rneginin
Oznitelik vektorii egitim setindeki tiim Orneklerin Oznitelik
vektorii ile karsilagtirilmalidir. Bu da yontemin hizini oldukga
diisiirecektir. Ozetlenecek olursa optimal ayirt edici altuzayindan
secilen izdiisiim vektorleri dogruluk ve hiz bakimindan en uygun
izdiistim vektorleridir.

Tanima Oranlan

102
100 *
98 1

94
92

—e— Egitim Seti
—=— Test Seti

&8 8

39 59 79 99 119 139 159 179 199
izdiigim Vektor Sayisi
Sekil 2. Farkli sayilarda izdiisiim vektorii kullanilarak elde

edilen tanima oranlar1.

6. Sonuglar

Bu ¢aligmada kernel fonksiyonlari kullananan dogrusal-olmayan
yeni bir yéntem sunulmustur. Ilk asamada, kuramsal olarak
optimal izdiigim vektorlerinin verilerin smiflar i¢i sagilim
matrisinin sifir altuzay: ile toplam sa¢ilim matrisinin erim
uzaymin kesisim altuzayindan geldigi ispatlanmistir. Daha
sonra, verilerin dogrusal-olmayan eslemlenmis uzayindaki
optimal izdiislim vektorlerini bulmak i¢in Kernel Ayirt Edici
Ortak Vektor yontemi sunulmustur. Yapilan deneysel calismlar
onerilen yontemin tim durumlarda diger kernel yontemlerden
daha 1iyi sonuglar iirettigini gostermistir. Bu da kuramsal
ispatlarin  dogrulugunu desteklemektedir. Onerilen yéntem
kullanilarak elde edilen 6znitelik vektorleri her siiftaki 6rnekler
icin aynidir. Bu nedenle test imgesinin taninmasi esnasinda, test
imgesi her smif i¢in o simfi temsil eden tek bir ayirt edici
vektorle karsilastirilir. Bu sebeple Kernel Ayirt Edici Vektor
yontemi gercek zamanli yliz tanima sistemleri i¢in ideal bir
yontemdir.
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